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요  약

태양광 발전은 태양 기하에 의한 결정론적 성분과 기상에 의한 확률적 성분이 중첩되어 결정되므로, 두 성

분을 분리하는 청천지수(CSI, Clear-Sky Index) 정규화가 예측 정확도에 영향을 미친다. 본 연구는 기존 청천지

수를 계절 적응, 경계의 강건화, 주간 한정 혼합복원으로 확장한 A-CSI(Adapted CSI) 알고리즘을 제안한다. 정

규화 없음, 기본 CSI, 계절 적응, 제안한 A-CSI의 네 가지 정규화를 다섯 예측 모델과 두 예측 지평(24시간,
168시간)에 적용하여 효과를 검증하였다. 실험 결과, 24시간 예측에서 A-CSI 계열 정규화는 정규화 없음(평균 

RMSE 19.26) 대비 예측 정확도를 향상시켰으며, 계절 적응의 평균 RMSE는 16.97로 11.9% 감소하였다. 개선 

효과는 딥러닝 계열에서 특히 두드러졌다. 본 연구는 제안한 A-CSI 알고리즘이 딥러닝 계열의 단기 예측에 효

과적임을 실증하고, 모델과 예측 지평에 따른 정규화 적용 지침을 제시한다.

Abstract

Solar power generation integrates deterministic solar geometry with stochastic weather patterns. Consequently, 
Clear-Sky Index (CSI) normalization, which separates these two components, substantially impacts forecasting 
precision. Here, we propose the Adapted CSI (A-CSI) algorithm, enhancing traditional CSI with seasonal adaptation, 
robust boundaries, and day-limited mixed restoration. We evaluated four normalization schemes—unnormalized, basic 
CSI, seasonal adaptation, and proposed A-CSI—across five forecasting models for 24-hour and 168-hour horizons. For 
24-hour predictions, A-CSI normalization markedly improved accuracy compared to no normalization (average RMSE 
19.26). Notably, seasonal adaptation yielded an average RMSE of 16.97 (an 11.9% error reduction), showing the 
greatest improvements in deep-learning models. These findings highlight that the proposed A-CSI algorithm is 
particularly effective for short-term deep-learning-based forecasting and offer practical guidelines for choosing 
normalization schemes based on model types and prediction horizons.    
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Ⅰ. 서  론

전 세계 태양광(PV, Photovoltaic) 설비 용량은 급

격히 증가하여 2022년 말 누적 1,186GW에 도달하

였으며, 각국의 탄소중립 목표 달성을 위해 이러한 

확대는 지속될 전망이다[1]. 그러나 태양광 발전이 

전력 계통에 대규모로 통합되면서, 태양광 출력의 

간헐성과 변동성은 예비력 확보 비용 증가, 급전 가

능 발전량 관리, 계통 신뢰도 저하 등 심각한 운영

상의 과제를 야기하고 있다[1][2]. 재생에너지 침투

율이 30%를 초과하면 통합 비용이 급격히 상승하

므로[3], 태양광의 안정적 계통 수용을 위해서는 다

양한 시간 규모에 걸친 정확한 발전량 예측이 필수

적이다[2]. 그리고 재생에너지 확대에 따라 태양광 

발전의 계통 비중이 빠르게 증가하고 있지만, 태양

광 출력은 기상에 의존하여 간헐적이므로, 계통의 

안정적 운영을 위해서는 정확한 발전량 예측이 필

수적이다[4].
태양광 출력은 태양의 위치(일출·일몰, 태양고도, 

계절)에 의한 결정론적(Deterministic) 성분과 구름·강
수·에어로졸 등 기상에 의한 확률적(Stochastic) 성분

이 중첩되어 결정된다[5][6]. 예측 모델이 두 성분을 

동시에 학습하기는 어렵기 때문에, 실측 출력을 구

름 없는 이상적 조건의 기대 출력(청천 출력)으로 

나눈 청천지수(CSI, Clear-Sky Index)로 정규화하여 

결정론적 성분을 제거하는 전처리가 널리 사용된다 

[7]. 청천지수는 일주기·계절 신호를 제거하여 예측 

대상을 기상 잔차로 단순화하고, 신경망이 대기 변

동 학습에 집중하도록 돕는다[8][9].
그러나 기존 청천지수 정규화는 세 가지 구조적 

한계를 가진다. 첫째, 고정된 청천 기준은 잔여 계

절 변동을 완전히 제거하지 못한다. 실제로 청천지

수와 청명도 시계열은 남은 계절 변동으로 인해 분

산이 변화하여 완전히 정상적(Stationary)이지 않고 

국소적으로만 정상적임이 보고되었다[10]. 이는 계절

별 대기 투과 특성(예: 여름의 높은 습도·에어로졸, 
겨울의 맑은 대기)이 고정 기준에 반영되지 못하기 

때문으로, 계절에 적응하는 청천 기준의 필요성을 

시사한다. 둘째, 청천지수는 상한이 불안정하다. 구
름에 의한 과일사(Overirradiance) 현상으로 청천지수

가 1을 초과할 수 있으며, 야간 및 아침과 저녁 박

명의 작은 청천 기준으로 인해 극단값이 발생한다

[11]. 고정 상한을 사용하는 기존 방식은 데이터 특

성을 반영하지 못한다. 셋째, 단순 곱셈 복원은 청

천 기준 자체의 계통 오차를 그대로 전이시킨다. 곱
셈 방식 청천 정규화의 이러한 한계가 지적되면서, 
이를 우회하는 대안적 접근이 제안되고 있다[12].

더욱이 청천 정규화의 효과는 보편적이지 않고 

예측 모델과 예측 지평에 의존하는 것으로 보고되

었다. Silva et al.[9]은 정상화(Stationarization)가 대부

분의 기계학습 모델에서 비선형 패턴을 드러내 성

능을 향상시키나 RandomForest는 예외적으로 오히

려 성능이 저하됨을 관찰하였고, 특히 단기 지평에

서 청천 정상화의 이득이 크다고 보고하였다. 
Yang[7]은 청천 모델의 선택 자체가 예측 결과를 

좌우함을 보였으며, 비선형 신경망은 정규화 방식에 

상대적으로 둔감한 반면 선형 기법은 정규화에 크

게 의존한다는 연구도 있다[10]. 이러한 조건 의존

성은 정규화 기법을 모델 계열과 예측 지평에 맞추

어 설계·선택해야 함을 의미하나, 다양한 모델과 지

평에 걸쳐 체계적으로 검증한 연구는 부족하다.
본 연구는 앞서 지적한 기존 청천지수의 세 가지 

한계를 개선하기 위해 A-CSI(Adapted-CSI) 알고리즘

을 제안한다. 1) 청천 기준을 월별 계절 스케일로 

조정하는 계절 적응(M1)으로 잔여 계절 변동을 제

거하고, 2) 학습 데이터 분포로부터 상한을 학습하

는 강건 경계(M2) 극단값을 제어하며, 3) 곱셈 복원

에 잔차 보정을 결합한 주간 한정 혼합 복원(M3)으
로 계통 오차를 교정한다. 본 연구의 목적은 A-CSI 
정규화가 태양광 발전량 예측 정확도를 향상시키는

지 검증하고, 모델과 예측 지평에 따른 효과를 규명

하는 것이다. 주요 기여는 다음과 같다.
첫째, 기존 청천지수의 계절 미적응 및 극단값과 

복원 오차 한계를 각각 개선한 A-CSI 알고리즘을 

제안한다. 둘째, 정규화 없음(Basic), 기본 CSI, M1, 
A-CSI의 네 가지 수준을 다섯 예측 모델 

LSTM(Long Short-Term Memory), CNN-LSTM 
(Convolutional Neural Network Long Short-Term 
Memory), LightGBM(Light Gradient Boosting 
Machine), XGBoost(eXtreme Gradient Boosting), 
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N-HiTS(Neural Hierarchical Interpolation for Time 
Series Forecasting)과 두 예측 지평(24시간, 168시간)
에 걸쳐 교차 검증한다. 셋째, RMSE와 R²를 기준으

로 정규화 효과의 모델 계열 및 예측 지평 의존성을 

정량화하고, 실무적 정규화 선택 지침을 제시한다.
      

Ⅱ. 관련 연구

2.1 태양광 발전량 예측 모델

 태양광 예측 모델은 크게 물리 모델, 통계 모델, 
기계학습·딥러닝 모델로 구분되며, 최근에는 딥러닝

이 주류를 이루고 있다[12]. 발표된 태양광 예측 연

구를 분석한 문헌에 따르면, LSTM(31편), CNN(21
편)이 가장 널리 사용되었고 BiLSTM과 GRU도 각

각 9편에서 채택되었다[13]. 이는 순환 및 합성곱 

구조가 태양광 시계열의 시간 의존성과 변수 간 상

관을 효과적으로 학습하기 때문이다.
순환신경망 계열에서 장단기 메모리(LSTM)는 기

울기 소실 문제를 완화하여 시계열의 장기 의존성

을 학습하며, 태양광 예측의 표준 모델로 자리잡았

다[4]. 양방향 LSTM(BiLSTM)은 시퀀스를 순방향과 

역방향으로 모두 처리하여 시간 순서 정보를 더 풍

부하게 포착한다. Herrera-Casanova et al.[14]은 

BiLSTM에 베이지안 최적화를 결합하여 1시간 전 

태양광 예측에서 우수한 성능을 보고하였고, Guo et 
al.[15]은 특이 스펙트럼 분석(SSA)으로 분해한 부신

호를 병렬 BiLSTM으로 학습하여 예측 정확도를 향

상시켰다.
합성곱-순환 혼합 계열의 CNN-LSTM은 합성곱층

으로 변수 간 국소 상관(공간 특징)을, LSTM으로 

시간 상관을 학습하는 혼합 구조이다. Agga et 
al.[16],은 CNN-LSTM이 단독 딥러닝 모델보다 단기 

태양광 예측에서 우수함을 보였으며 Jakoplić et 
al.[17]은 하늘 영상과 CNN-LSTM을 결합하여 예측

값과 실측값 사이에 74%의 상관을 달성하였다. 나
아가 변분 모드 분해(VMD, Variational Mode 
Decomposition)를 CNN-LSTM에 결합하면 여러 시간 

지평에서 성능이 개선되는 것으로 보고되었다 [18].
장기 다중스텝 예측에서는 계층적 보간

(Hierarchical interpolation)을 사용하는 N-HiTS가 낮

은 계산 비용으로 높은 정확도를 달성한다[19]. 
N-HiTS는 다중 해상도의 신호 분해와 보간을 통해 

긴 예측 구간을 효율적으로 생성하나, 본 연구는 이

러한 보간 구조가 특정 정규화와 상호작용할 수 있

음을 실험적으로 관찰한다.
부스팅 및 앙상블 트리 계열은 딥러닝과의 비교

에서 부스팅 트리와 앙상블 트리는 여전히 강건한 

경쟁 기준선으로 남아 있다. XGBoost는 정규화 항

을 손실 함수에 포함하여 과적합을 억제하면서 재

생에너지의 비선형 패턴을 학습하며[20][21], 
LightGBM은 히스토그램 기반 분할과 잎 우선

(Leaf-wise) 성장으로 대용량 시계열을 빠르고 효율

적으로 처리한다[22]. RandomForest는 최소한의 조

정만으로도 안정적이고 해석 가능한 예측을 제공하

여 실무에서 널리 채택된다[23]. 실제로 여러 에너

지 예측 경진대회에서 부스팅 트리가 우수한 성능

을 보였으며, 개별 예측 과제의 제한된 학습 데이터 

환경에서는 강한 귀납적 편향을 가진 소형 트리 앙

상블이 대용량 딥러닝과 경쟁력을 유지한다는 대규

모 비교 연구도 있다[24]. 
본 연구는 다섯 모델(LSTM, CNN-LSTM, 

LightGBM, XGBoost, N-HiTS)을 채택하여 딥러닝과 

트리 계열을 아우르는 비교를 수행한다.

2.2 청천지수 정규화와 변형 기법

태양광·일사 시계열을 정규화하는 방식은 정규화 

기준에 따라 구분된다. 가장 널리 쓰이는 청천지수

(CSI)는 실측값을 물리적 청천 모델의 기대 출력으로 

나눈 것으로, 태양 기하에 의한 일주기·계절 신호를 

제거한다[7][10]. 이와 대비되는 청명도 지수(Clearness 
index)는 대기권 밖 일사(Extraterrestrial irradiance)로 

정규화하며, 청천 모델의 대기 파라미터 설정이 불필

요하다는 장점이 있으나 일반적으로 청천지수보다 

예측 성능이 낮은 것으로 알려져 있다[10]. Lauret et 
al.[10]은 여섯 개 지점에서 청천지수와 청명도를 비

교하여, 청천 모델 기반 정규화가 모델 종류와 무관

하게 더 나은 예측을 산출함을 보였다.
그러나 청천 정규화는 여러 실무적 한계를 가진
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다. 물리적 청천 모델은 지점별로 정확한 대기 파라

미터를 요구하는데, 이 값이 부정확하면 예측 정확

도가 저하된다[10]. 또한, 청천 모델 자체의 선택이 

예측 결과를 좌우한다[7]. 이에 따라 청천 모델 없

이 청천 조건을 암묵적으로 학습하는 대안(예: 극단 

학습 기계 기반 비선형 적응 기법)도 제안되어, 곱
셈 방식 청천 정규화의 한계를 우회하려는 시도가 

이어지고 있다[12]. 최근의 물리 정보 기반

(Physics-informed) 모델은 청천 복사 원리를 예측에 

통합하여 정확도를 높이기도 한다[20]. 본 연구가 

제안하는 A-CSI는 청천 모델을 대체하는 대신, 경
험적 청천 기준을 계절 적응(M1), 강건 경계(M2), 
혼합 복원(M3)으로 확장하여 위 한계를 개선한다는 

점에서 이들과 차별된다.

2.3 정규화 효과의 조건 의존성

청천 정규화의 효과가 예측 모델과 지평에 따라 

달라진다는 관찰은 본 연구의 핵심 동기이다. Silva 
et al.[9]은 초단기 공간-시간 일사 예측에서 정상화

(Stationarization)가 대부분의 기계학습 모델에서 비

선형 패턴을 드러내 성능을 향상시키나, 
RandomForest는 예외적으로 오히려 성능이 저하되

며, 정상화의 이득이 특히 단기 지평에서 크다고 보

고하였다. Lauret et al.[10]은 비선형 신경망이 정규

화 방식에 상대적으로 둔감한 반면, 선형 모델은 정

규화에 크게 의존함을 보였다. 또한 청천지수와 청

명도 시계열이 잔여 계절 변동으로 인해 완전히 정

상적이지 않고 국소적으로만 정상적임이 지적되어, 
계절에 적응하는 정규화의 필요성이 제기되었다. 이
러한 선행 연구들은 정규화를 모델 계열과 예측 지

평에 맞추어 설계·선택해야 함을 시사하나, 다양한 

모델과 지평에 걸쳐 정규화 변형의 효과를 체계적

으로 비교 및 정량화한 연구는 부족하다. 본 연구는 

네 수준의 정규화를 다섯 모델과 두 지평에 걸쳐 

교차 검증하여 이 부분을 나타내고자 한다.

2.4 예측 성능 평가

태양광 예측의 정확도는 주로 RMSE, MAE, R²로 

평가되며[25][26], 모델의 정확도와 오차의 특성을 

측정하여, 실제 전력 계통 운영 환경에서 해당 모델

이 얼마나 신뢰할 수 있는지 판단하는 데 사용된다. 
본 연구에서 태양광 발전량 예측 정확도를 평가하

기 위해  RMSE(Root Mean Squared Error), MAE 
(Mean Absolute Error), 결정계수(R² Score)를 사용하

였다. MAE는 오차의 평균적인 크기를 예측하고자 

하는 발전량의 단위(예: MWh)로 직접적으로 보여

준다. 모든 오차에 대해 동일한 가중치를 부여하므

로, 이상치(Outlier)에 비교적 덜 민감하고 직관적인 

특징이 있다. 평균 절대 오차는 식 (1)과 같다. 

    
     (1)

RMSE는 MSE값에 제곱근을 취한 값이다. MSE
의 단위를 다시 원래의 단위(예: MWh)로 되돌려 

MAE와 마찬가지로 오차의 크기를 직관적으로 해석

할 수 있게 한다. 오차 분포가 정규분포를 따를 때, 
RMSE는 오차의 표준편차와 유사하게 해석될 수 있

다. 평균 제곱근 오차 식은 식 (2)와 같다.

SE N i  
N yiyi   (2)

 (결정계수) 점수는 회귀 모델의 예측이 실제 

데이터를 얼마나 잘 설명하는지 나타내는 지표이다.    점수는 0에서 1 사이의 값을 가지며, 1에 가까

울수록 모델이 데이터를 잘 설명한다고 평가할 수 

있다.   계산 공식은 식 (3)와 같다.

     (3)

여기서 잔차 제곱합(RSS, Residual Sum of Squares)
는 모델의 예측값()과 실제값()의 차이(잔차)를 

제곱하여 합한 값입니다. 잔차가 작을수록 모델이 

데이터를 더 잘 예측하며 식 (4)와 같다. 

   
     (4)
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TSS (Total Sum of Squares, 총 제곱합)는 실제값 

()과 실제값의 평균( )의 차이를 제곱하여 합한 

값입니다. 이는 종속 변수(y)의 총 변동성을 나타내

며 식 (5)와 같다. 

   
     (5)

      
Ⅲ. Adapted-Clear Sky Index

3.1 청천지수 정규화

청천지수(CSI)는 실측 발전량을 청천 기대 출력

으로 정규화한 값이다[27]. 본 연구는 물리 기반 청

천 모델 대신, 학습 구간의 통계로부터 청천 기준을 

경험적으로 산출한다. 먼저 주간(Daytime) 표본을 

대기권밖일사가 양수인 시점으로 정의하고, 대기권 

밖 일사를   개의 분위수 구간(Radiation bin)
으로 나눈다. 각 시각(Hour) 와 복사 구간 의 조

합에 대해, 학습 구간 발전량의 상위 분위수를 청천 

기준으로 취하며 식 (6)과 같다. 

           ∈   (6)

여기서 ∙는 분위수(Quantile)연산자, q=0.95는 

청천 분위수(Clear-sky quantile)로 맑은 날의 포락선

을 근사한다. 는 학습 구간, 와 는 

각각 시점 의 시각과 복사 구간이다. 특정 조합에 

표본이 부족한 경우, 시각별 분위수      로 대체한다. 

3.2 계절적응 청천 기준(M1)

M1은 청천 기준에 월별 계절 스케일을 반영하여 

계절에 따른 대기 투과 특성 변화[26]를 보정하는 

효과를 가진다. 월 의 스케일 은 학습 구간에

서 발전량 대 구동변수 비율의 분위수로 정의되고, 
평균으로 정규화한 뒤 경계로 제한하고 이를 청천 

기준에 곱하여 계절에 적응시키는 방법이며, 식 (7)
과 같다.

   max  ∙     (7)

3.3 강건 CSI 경계(M2)

CSI는 청천 기준이 작은 야간 및 박명 시각에 비

정상적으로 큰 값을 가질 수 있다. M2는 고정 상한

(예: 1.5) 대신 학습 구간의 주간 CSI 분포로부터 상

한 max를 학습 시키며, 식 (8)과 같다.

max 
      ∈   (8)

여기서 는 99.5 백분위수로 극단값을 배제한 

강건한 상한을 제공하며, 는 주간 판별 임계값

(Clear-sky floor)이다. 본 데이터에서 max≈로 

학습되었다. 임계값 는 학습 구간 발전량 중앙값

의 5%로 설정하며 식 (9)와 같다.

 max ∙  ∈    (9)

정규화된 청천지수는 식 (10)과 같이 상한 제한

되어 예측 목표가 된다.

      max       (10)

이 방법의 독립적 효과는 예측의 안정성(분산 감

소)에 주로 작용하며, 평균 RMSE보다는 시드 간 

편차와 최댓값 오차를 줄이는 방향으로 나타난다.

3.4 주간 한정 혼합 복원(M3)

모델이 예측한 청천지수  로부터 발전량을 복원

할 때 M3는 곱셈 복원과 가법 잔차 보정을 혼합한

다. 이것의 독립적 효과는 주간 시간대의 편향(Bias) 
감소에 집중되며, 야간 0값을 보존하여 MAPE 왜곡

을 방지한다. 먼저 곱셈 복원은 식 (11)과 같다. 

  max ∙      (11)
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곱셈 복원만으로는 청천 기준의 계통 오차가 그

대로 전이되므로, 별도의 잔차 예측 모델(Residual 
head)이 잔차를 예측하며, 잔차 는 식 (12)와 같다. 

                    (12)

이 가법 보정은 주간에만 적용하여 야간의 0 값
을 보존한다(야간 보정 시 MAPE 폭증 방지). 식
(12)의 곱셈 복원 치우침을 잔차로 교정하되, 그 교

정이 야간의 0 값을 훼손하지 않도록 주간에만 적

용하여 물리적 타당성과 평가 안정성을 동시에 확

보하기위해 식 (13)을 적용한다. 

 max   ∙       (13)

여기서  ∙ 는 지시함수(Indicator function)로, 청천 

기준이 임계값을 초과하는 주간에는 1, 그 외 야간

에는 0이다. 최종 예측은 두 복원의 볼록 결합으로

써 식 (14)와 같이 나타낸다.

 max       (14)

여기서   은 혼합 계수(Mixing coefficient)로, 
곱셈 복원과 가법 보정의 상대 비중을 조절한다. 정
규화 없음(Basic)은 를 직접 예측하고, 기본 CSI는 

식 (6)의  만 사용하며, 제안된 알고리즘 A-CSI

는 (M1+M2+M3)를 모두 적용한 구성이다.
 

Ⅳ. 실험 및 결과

4.1 데이터 구성 및 전처리

본 연구는 대한민국 제주도(북위 33.27°, 동경 

126.33°)에 위치한 상용 태양광 발전소의 시간 단위

(Hourly) 데이터를 사용한다. 전체 기간 중 최근 6년
(52,560시간)을 모델링에 활용한다. 목표 변수는 시

간당 발전량 (Solar generation, MWh)이며, 입력은 

표 1의 10개 기상 변수(지표면일사, 대기권밖일사, 
일조시간, 전운량(10분위), 중하층운량(3분위), 기온, 

습도, 강수량, 풍속, 적설)로 구성된다. 
결측치는 시계열 선형보간으로 우선 채우고, 잔

여 결측은 0으로 대체한다. 입력 변수와 목표 변수 

간의 선형 관계는 피어슨 상관계수(PCC, Pearson 
Correlation Coefficient)로 참고 확인하며, 대기권밖일

사(Extra solar radiation)가 발전량의 주요 구동 x변
수(Driver)로 사용된다.

데이터는 시간순으로 분할하여, 마지막 예측 지

평(24시간과 168시간)을 테스트 구간으로, 그 이전

을 학습과 검증 구간으로 사용한다. 학습과 검증 구

간은 다시 시간순 90 : 10으로 나눈다. 이러한 시간

순 분할은 미래 정보가 과거 학습에 유입되는 정보 

누출(Data leakage)을 방지한다.

표 1. 입력 특징 변수(10가지)
Table 1. Input feature variables(10 types)

Items Features

Radiation
Surface_solar_irradiance,
extra_solar_radiation,

sunshine,
Cloud cover cloud(10th), cloud(3rd)

Atmosphere
temperature, humidity, snow,
precipitation, wind_speed,

모델 학습에 사용한 하드웨어는 Intel(R) Core(TM) 
3.0GHz CPU와 NVIDIA GeForce RTX 3070 GPU이다. 
LSTM은 은닉 차원 64·32의 2개 LSTM 층에 

Dropout(0.2)과 완전 연결층(16→1)을 연결하고, 
CNN-LSTM은 그 앞에 Conv1D(필터 64, 커널 3)와 

MaxPooling1D(2)를 추가하였다. 두 신경망은 모두 

Adam 최적화기(학습률 1×10⁻³), MSE 손실, 배치 64, 
최대 200 epoch로 학습하되, 검증 손실 기준 조기 종

료(patience=15)를 적용하였다. N-HiTS는 3개 stack(각 

block 1개, MLP 유닛 [256,256]), 풀링 커널 [2,2,1], 
주파수 다운샘플 [4,2,1], 선형 보간으로 구성하고, 
Adam(1×10⁻³)으로 최대 500 step 학습하였다. 
LightGBM과 XGBoost는   , 학습률 0.03, 
subsample·colsample_bytree=0.8을 공통으로 두되, 
LightGBM은 num_leaves=63, min_child_samples=30, 
XGBoost는 max_depth=6, min_child_weight=5로 설정

하였다. 두 부스팅 모델 모두 검증셋 기준 조기 종

료(Early stopping rounds=40)를 적용하였다.
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4.2 실험 설계

정규화의 조건부 효과를 규명하기 위해, 네 개 

수준의 전처리를 5개 모델과 2개 예측 지평에 걸쳐 

교차 평가하였다(총 4 × 5 × 2 = 40개 조건). 네 개 

전처리 수준은 다음과 같다.
- Basic: 정규화 없음, 발전량 직접 예측(기준선)
- CSI: 기본 청천지수

- M1: 계절 적응 CSI, 월별 스케일 반영

- A-CSI: 계절 적응, 강건 경계 및 혼합복원 결합

평가는 RMSE, MAE, R² 로 수행하되, 큰 오차에 

민감하여 예측 안정성을 대표하는 RMSE를 중심으

로 분석한다.
제안된 알고리즘 A-CSI의 작동 원리는 아래와 같다. 
A-CSI()는 태양광 출력의 결정론적 성분(태양 기

하)과 확률적 성분(기상)을 분리하기 위한 청천지수 

정규화의 확장 기법이다. 기본 청천지수가 고정된 

청천 기준과 단순 곱셈 복원을 사용하는 것과 달리, 
A-CSI는 세 구성요소(M1, M2, M3)를 결합하여 계

절 변동·극단값·복원 오차를 순차적으로 보정한다. 
전체 작동은 학습 단계(청천 기준·경계 산출)와 예

측 단계(정규화·학습·복원)로 나눈다. 
제안된 A-CSI 알고리즘의 전체 흐름은 그림 1과 

같다. 순서는 실측 발전량 를 청천지수  로 정규

화(M1, M2)하여 모델이 기상 잔차만 학습하게 하

고, 예측된  를 발전량으로 복원(M3)한다.

4.3 실험 결과

표 2와 표 3은 24시간과 168시간 예측에 대한 평

가 지표(RMSE, MAE, R2) 실험 결과를 나타내었다.

4.3.1 24시간 예측 분석

24시간 예측 결과의 모델에 대한 베이스라인, 
CSI, M1, A-CSI에 대한 분석은 아래와 같으며, 네 

가지 방법에 대한 개선율을 그림 1에 나타내었다. 

그림 1. 제안된 알고리즘 흐름도(A-CSI)
Fig. 1. Flowchart of the proposed algorithm(A-CSI)

1) Basic↔CSI: 기본 CSI는 부스팅 트리에서 뚜렷

한 개선을 보였으나(LightGBM +10.8%, XGBoost 
+13.4%), LSTM(−25.4%)과 N-HiTS(−11.4%)에서는 

악화되어 평균 −1.3%에 그쳤다. R²도 평균 −
0.0012로 변화가 미미하다. 단순 CSI는 트리 계열에

만 선택적으로 유효하다.
2) Basic↔M1: 계절 적응(M1)은 5개 중 4개 모델

을 개선하며 평균 +11.9% 향상, R² +0.0111을 달성

하였다. 특히 N-HiTS(+25.5%)와 CNN-LSTM(+20.1%) 
등 딥러닝 계열에서 두드러졌으며, LightGBM만 −
3.0%로 소폭 악화되었다.

3) Basic↔A-CSI: A-CSI는 5개 모델 전부를 개선

(5/5)한 유일한 방법으로, 평균 +10.0%, R² +0.0098을 

기록하였다. M1(+11.1%)보다 평균 개선율은 낮으나 

모든 모델에서 일관되게 개선한다는 점에서 강건하

다. M1에서 악화되던 LightGBM이 A-CSI에서 +0.7%
로 개선 전환된 것은 M2와 M3의 결합 효과이다.

4) CSI↔A-CSI: A-CSI는 단순 CSI 대비 평균 

+8.6% 개선했으나 계열에 따라 방향이 갈렸다. 딥
러닝은 크게 개선(N-HiTS +34.2%, LSTM +27.8%)된 

반면 부스팅 트리는 악화(LightGBM −11.4%, 
XGBoost −10.3%)되었다.

표 2. 24시간 예상 실험 결과
Table 2. Result of 24-hour forecast

Methods
Basic CSI CSI-M1 A-CSI

RMSE MAE R2 RMSE MAE 　R2 RMSE MAE R2 RMSE MAE R2
LSTM 15.85 9.03 0.97 19.88 10.05 0.95 14.32 8.28 0.97 14.36 8.46 0.97

CNN-LSTM 21.53 10.95 0.94 20.22 11.53 0.95 17.20 10.29 0.96 19.67 11.18 0.95
LightGBM 17.95 13.20 0.96 16.01 8.57 0.97 18.49 10.96 0.96 17.83 10.37 0.96
XGBoost 19.25 13.94 0.95 16.67 9.12 0.96 18.65 10.92 0.95 18.39 10.76 0.96
N-HiTS 21.71 13.60 0.94 24.19 12.60 0.92 16.18 9.21 0.97 15.92 8.73 0.97
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표 3. 168시간 실험 결과
Table 3. Result of 168-hour forecast

Methods
Basic CSI CSI-M1 A-CSI

RMSE MAE R2 RMSE MAE R2 RMSE MAE R2 RMSE MAE R2

LSTM 29.87 15.40 0.80 29.60 15.22 0.81 25.40 13.05 0.86 25.81 12.92 0.85
CNN-LSTM 26.92 13.24 0.84 23.65 10.90 0.88 23.74 11.24 0.88 22.42 10.44 0.89
LightGBM 25.99 17.41 0.85 24.42 11.87 0.87 24.44 12.67 0.87 24.53 12.64 0.87
XGBoost 24.96 16.67 0.86 24.85 12.17 0.86 24.89 12.90 0.86 24.74 12.77 0.86
N-HiTS 17.89 10.17 0.93 18.44 8.83 0.92 31.31 15.66 0.78 31.23 15.99 0.78

그림 2. 24시간 RMSE 개선: 정규화를 적용한 모델별 RMSE 개선율
Fig. 2. 24-Hour RMSE improvement: RMSE improvement rate by model with normalization applied

그림 2는 24시간 예측의 정규화 비교별 RMSE 
개선율을 나타낸다. 여기서 양수는 개선을 음수는 

악화를 의미한다.
24시간 실험에서, 단순 CSI는 효과가 제한적(−

1.3%)이나 M1(+11.1%)과 A-CSI(+10.0%)는 큰 개선

을 이루어, 계절 적응이 개선의 원천임을 보여준다. 
특히 제안된 A-CSI는 유일하게 전 모델을 개선하여 

가장 강건하며, 전체 최저 RMSE는 LSTM+M1 
(14.32)에서 관측되었다. 딥러닝 계열이 A-CSI 및 

M1의 최대 수혜자이다.

4.3.2 168시간 예측 분석

168시간 예측 결과의 모델에 대한 베이스라인, 
CSI, M1, A-SCI에 대한 분석은 아래와 같으며, 네 

가지 방법에 대한 개선율을 그림 3에 나타내었다. 
(1) Basic↔CSI: 단순 CSI는 4/5 모델에서 개선(평

균 +3.3%, R² +0.0108)되어 24시간보다 안정적이었

다. CNN-LSTM(+12.1%)이 가장 크게 개선되었고, 
최저 오차 모델인 N-HiTS만 소폭 악화(−3.1%)되었

다.
(2) Basic↔M1: LSTM(+15.0%) 등 4개 모델은 개

선되었으나, N-HiTS가 −75.1%(R² 0.93→0.78) 붕괴

하여 평균이 −8.4%로 하락하였다.
(3) Basic↔A-CSI: A-CSI도 N-HiTS를 제외한 4개 

모델은 개선(CNN-LSTM +16.7%, LSTM +13.6%)되나 

N-HiTS 붕괴(−74.6%)로 평균 −7.6%였다. 다만 

A-CSI의 N-HiTS 악화는 M1보다 미세하게 완화되었

고, CNN-LSTM은 A-CSI(+16.7%)가 M1(+11.8%)보다 

우수하여 M2와 M3의 부분적 보정 효과가 확인된다.
(4) CSI↔A-CSI: A-CSI는 단순 CSI 대비 평균 −

10.3%로 열등하였다. LSTM(+12.8%)은 개선되나 

N-HiTS 붕괴(−69.4%)가 결정적이어서, 장기 지평에

서는 단순 CSI가 안전한 선택이다.
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그림 3. 168시간 RMSE 개선: 정규화를 적용한 모델별 RMSE 개선율
Fig. 3. 168-Hour RMSE improvement: RMSE improvement rate by model with normalization applied

그림 4. 정규화에 따른 RMSE 개선율(%) (a) 24시간, (b) 168시간 (녹색: 개선, 빨간색: 악화)
Fig. 4. RMSE improvement rate (%) by normalization (a) 24 hours, (b) 168 hours (Green: improvement, red: deterioration

168시간 실험결과는 24시간과 정반대로, 단순 

CSI만 평균 개선(+3.3%)을 이루었고 M1과 A-CSI는 

평균 악화(−8.4%, −7.6%)되었다. 그러나 이는 방

법의 결함이 아니라 N-HiTS 단일 모델의 붕괴가 평

균을 왜곡한 결과이다. N-HiTS를 제외하면 

M1·A-CSI도 나머지 4개 모델에서 +0.3~16.7% 개선

된다. 모델별로는 LSTM·CNN-LSTM이 A-CSI에서, 
N-HiTS가 Basic에서, 부스팅이 CSI에서 최적이다.

N-HiTS는 본 실험에서 지평에 따라 극단적으로 

상반된 거동을 보였다. 24시간에서는 M1(+25.5%)과 

A-CSI(+26.7%)로 가장 큰 개선을 보인 반면, 168시
간에서는 M1·A-CSI 적용 시 약 75% 붕괴(RMSE 
17.89→31.31, R² 0.93→0.78)하였다. 이는 N-HiTS의 

구조적 특성에서 기인한다. N-HiTS는 다중 해상도

의 계층적 보간(hierarchical interpolation)으로 예측 

구간 전체를 한 번에 생성하는데, M1의 월별 계절 

스케일은 학습 기간의 계절 패턴에 적합된 값이다. 
24시간처럼 짧은 구간에서는 계절 스케일이 국소적

으로 일관되어 보간 구조와 조화를 이루지만, 168시
간(7일)처럼 긴 구간에서는 보간이 생성하는 매끄러

운 다중스텝 궤적과 월별로 이산적으로 변하는 계

절 스케일이 충돌한다. 
그 결과 복원 과정에서 오차가 누적·증폭되어 붕

괴가 발생한다. 반면 순환 구조의 

LSTM·CNN-LSTM은 스텝별로 순차 예측하므로 계

절 스케일과의 충돌이 적어 168시간에서도 A-CSI의 

이득(+13.6%, +16.7%)을 유지한다. 따라서 N-HiTS에
는 장기 지평에서 M1 계열 정규화를 적용하지 않
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고 정규화 없음(Basic) 또는 단순 CSI를 사용할 것

을 권장한다. 이는 정규화 기법을 모델의 예측 생성 

방식에 맞추어 선택해야 함을 보여주는 대표적 사

례이다.

4.3.3 A-CSI의 계열별 효과

그림 4는 정규화 없음 대비 각 정규화의 RMSE 
개선율을 보여준다(녹색=개선). 24시간 예측에서 

A-CSI의 계절 적응(M1)은 딥러닝 계열에서 큰 개선

을 보였다. N-HiTS는 25.5%, CNN-LSTM은 20.1%, 
LSTM은 9.7% 개선되었다. 이는 계층적 보간과 순

환 구조를 가진 딥러닝 모델이 결정론적 성분 제거

의 이득을 크게 받음을 시사한다. 한편 부스팅 트리

(LightGBM, XGBoost)는 기본 CSI에서 각각 10.8%, 
13.4%의 안정적 이득을 보였다.

4.3.4 모델·지평별 최적 정규화

최적 정규화는 모델과 예측 지평에 따라 달랐다. 
24시간에서 순환·딥러닝 계열(LSTM, CNN-LSTM, 
N-HiTS)은 계절 적응(M1) 또는 A-CSI에서, 부스팅 

계열(LightGBM, XGBoost)은 기본 CSI에서 최적이었

다. 168시간에서는 CNN-LSTM이 A-CSI(22.42), 
LSTM이 M1(25.40)에서 우수하였으나, N-HiTS는 정

규화 없음(17.89)에서 최적을 보였다. 이는 N-HiTS
의 계층적 보간이 장기 지평에서 계절 스케일과 충

돌할 수 있음을 시사하며, 정규화 방법을 모델과 지

평에 맞추어 선택해야 함을 보여준다.
종합하면, A-SCI 정규화는 특히 딥러닝 계열의 

24시간 단기 예측에서 정확도를 크게 향상시켰다. 
계절 적응(M1)이 개선의 핵심이었으며, 강건 경계·
혼합 복원(M2·M3)을 결합한 A-CSI는 안정적 성능

을 유지하였다. 

4.4 종합 분석

표 4는 네 비교의 지평별 평균 개선율을 요약한

다. 첫째, A-CSI 알고리즘은 24시간 단기 예측에서 

매우 효과적이며(평균 +10.0%), 유일하게 5개 모델 

전부를 개선하여 M1(4/5)보다 강건하다. 둘째, 계절 

적응(M1)이 개선의 원천으로, 단순 CSI(24h −1.3%)
와의 격차가 이를 입증한다. 셋째, 효과는 모델 계

열에 의존하여 딥러닝은 A-CSI·M1에서, 부스팅 트

리는 단순 CSI에서 우수하다. 넷째, 효과는 예측 지

평에 의존하며 24시간과 168시간이 반대인데, 이는 

계절 스케일의 장기 외삽 위험 때문이다. 다섯째, 
R² 변화는 모든 비교에서 RMSE 개선율과 방향이 

일치하여 두 지표가 상호 검증된다. 
실무적으로, 24시간 예측에서는 딥러닝에 A-CSI 

또는 M1 방법을, 부스팅 트리에 기본 CSI를 권장

한다. 168시간 예측에서는 순환 딥러닝(LSTM, 
CNN-LSTM)에 A-CSI를, 부스팅 트리에 기본 CSI
를, N-HiTS에는 정규화 없음 또는 단순 CSI를 권

장한다.

Ⅴ. 결론 및 향후 과제

본 연구는 기존 청천지수를 계절 적응(M1), 강건 

경계(M2) 그리고 혼합 복원(M3)으로 확장한 

Adapted-CSI 알고리즘을 제안하고, 제주지역 태양광 

발전소의 6년 데이터에 적용하여 그 효과를 검증하

였다. 네 가지 정규화를 다섯 모델과 두 예측 지평

에 걸쳐 비교한 결과, A-CSI 정규화는 정규화 없음 

대비 예측 정확도를 향상시켰다. 

표 4. 비교 대상 및 기간별 평균 RMSE 개선율(%) 및 R² 변화.
Table 4. Average RMSE improvement (%) and R² change by comparison and horizon.

Comparison 24h ΔRMSE 24h ΔR² 168h ΔRMSE 168h ΔR²
Basic → CSI -1.3% -0.001 +3.3% +0.011
Basic → M1 +11.9% +0.011 -8.4% -0.008
Basic → A-CSI +10.0% +0.010 -7.6% -0.006
CSI → A-CSI +8.6% +0.011 -10.3% -0.016
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네 가지 정규화를 다섯 모델과 두 예측 지평에 

걸쳐 비교한 결과, A-CSI는 정규화 없음 대비 예측 

정확도를 향상시켰으며, 그 효과는 모델 계열과 예

측 지평에 따라 달랐다. 계절을 반영하는 딥러닝 계

열은 A-CSI에서, 부스팅 트리 계열은 기본 CSI에서 

우수하여, A-CSI는 특히 딥러닝 기반 단기(24시간) 
예측에 효과적임을 확인하였다. 이는 실무자가 모델

과 예측 과제에 맞는 정규화를 선택하는 데 지침을 

제공한다.
한편, 본 연구는 몇 가지 한계를 가진다. 첫째, 

계층적 보간 구조의 N-HiTS는 장기(168시간) 예측

에서 계절 적응 기반 정규화 적용 시 성능이 오히

려 저하되어, A-CSI가 모든 모델·지평에 보편적으로 

유효하지는 않음을 시사한다. 둘째, 단일 지역(제주)
의 데이터만을 사용하였으므로 기후·설비 조건이 

다른 지역으로의 일반화에는 추가 검증이 필요하다. 
향후 연구에서는 다지점 데이터를 통한 일반화 성

능 검증과 점 예측을 넘어선 확률 예측으로의 확장

을 계획한다.
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