
Journal of KIIT. Vol. 24, No. 10, pp. 25-32, Oct. 31, 2026. pISSN 1598-8619, eISSN 2093-7571 25

보존 신호 기반 콘텐츠 인지 적응형 다층 토큰 압축 
게이트웨이
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A Preservation-Signal-Guided, Content-Aware Adaptive
Multi-Layer Token Compression Gateway for Large Language

Models
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요  약

대형언어모델(LLM)의 운용 비용과 지연시간은 처리 토큰 수에 비례하지만, 기존 압축 기법은 입력 특성과 

압축 강도에 따라 과제 성능을 크게 저하시킬 수 있다. 본 논문은 26편의 1차 문헌을 검토하고, 입력 압축·컨
텍스트 선별·캐시 재사용·출력 라우팅을 기능적으로 구분한 4층 게이트웨이와 보존 신호 기반 적응 가드를 제

안한다. 결정론적 재현 실험에서 도구 출력과 RAG 컨텍스트의 토큰을 각각 51.35%와 42.12% 절감하였다. 로

컬 모델 탐색 실험에서 GSM8K 정답률은 기준선 0.500, 단순 압축 0.167, 가드 압축 0.208이었고, MBPP
Pass@1은 각각 0.700, 0.550, 0.650, HotpotQA 정보이득 선별은 컨텍스트를 60.02% 줄이며 F1을 0.595에서 

0.511로 바꾸었다. 보존 신호는 압축 위험을 줄이는 제어 변수이지만 과제 성능을 무조건 보장하지는 않으며,
고밀도 추론 입력에는 압축 후퇴가 필요하다.

Abstract

The operating cost and latency of Large Language Models (LLMs) scale with processed tokens, but compression 
can substantially degrade task performance depending on input type and compression strength. We review 26 primary 
studies and propose a four-layer gateway that functionally separates input compression, context selection, cache reuse, 
and output/routing control, coupled with an adaptive guard driven by preservation signals. Deterministic reproduction 
experiments reduced tokens by 51.35% for tool output and 42.12% for RAG context. In exploratory local-model 
experiments, GSM8K accuracy was 0.500 (baseline), 0.167 (naive), and 0.208 (guarded); MBPP Pass@1 was 0.700, 
0.550, and 0.650; information-gain selection reduced HotpotQA context by 60.02% while changing F1 from 0.595 to 
0.511. Preservation signals are useful control variables for reducing compression risk but do not guarantee task 
performance; reasoning-dense inputs may require complete backoff. 
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Ⅰ. 서  론

대형언어모델(LLM, Large Language Model) 기반 

서비스가 확산되면서 API 과금과 응답 지연이 운영

의 핵심 제약이 되었다. 두 비용 모두 처리 토큰 수

에 비례하므로, "동일한 작업을 더 적은 토큰으로" 
수행하는 토큰 효율화가 직접적인 비용·속도 개선 

수단이 된다. 실무에서는 RTK[1]와 같이 셸/도구 출

력을 압축하는 프록시, Headroom[2]과 같이 콘텐츠 

유형별로 컨텍스트를 압축하는 시스템이 등장하여 

60~95%의 토큰 절감을 보고한다.
그러나 이러한 절감이 품질을 보존하는가는 별개

의 문제다. 공격적 압축이 명령어를 파괴하면 코드 

생성 정답률이 0.56에서 0.02로 붕괴하고, 단문 수리

추론에서는 절반 수준의 압축만으로 정확도가 3분
의 1가량 하락한다는 보고가 있다(2.6절). 이러한 급

락은 기존 기법의 동작 방식에서 비롯된다. 기존 입

력 압축은 대리 모델의 자기정보량이나 학습된 토

큰 분류 점수로 단위별 중요도를 매긴 뒤, 사전에 

정한 목표 압축률만큼 하위 단위를 일괄 삭제하는 

개방루프 구조여서, 삭제 결과가 과제 요건을 여전

히 충족하는지 확인하는 단계가 없다[3]-[5]. 이때 

중요도 점수는 말뭉치 통계 기준이므로, 출현 확률

은 낮지 않지만 과제 수행에 필수적인 피연산자·부
정어·식별자·형식 지시문이 삭제 대상에 포함될 수 

있다. 다단계 추론과 코드 생성은 이러한 소수 토큰

에 기능적으로 의존하므로, 피연산자 하나만 빠져도 

산술 사슬 전체가 끊어지듯 성능은 압축률에 비례

해 완만히 감소하지 않고 임계점을 넘는 순간 급락

한다(4.5절 실측에서 고정 비율 압축은 GSM8K 계
산에 필요한 숫자의 28%를 파괴하였다). 삭제된 정

보는 생성 단계에서 복구할 수 없으므로, 압축을 적

용하기 전에 필수 토큰의 생존을 신호로 측정하고 

임계 위반 시 압축을 후퇴시키는 폐루프 가드가 필

요하다는 것이 본 논문의 문제 제기다. 본 논문은 

다음 두 질문을 다룬다. 첫째, 어떤 조건에서 토큰 

절감이 과제 성능을 근사 보존하는가. 둘째, 보존 

신호를 이용하여 압축 위험을 시스템 수준에서 제

어하는 아키텍처는 무엇인가.
본 논문의 기여는 다음과 같다. 1) 6개 각도·26편 

1차 문헌(참고문헌 [3]-[28]; 도구 저장소 [1][2] 제

외)의 정량 근거를 적대적 검증으로 정리하고, "무
손실 압축"류 과장 주장을 반증한다(Ⅱ장). 2) 성능 

보존이 신호의 추정 정확도에 조건부로 의존한다는 

설계 가설을 제시한다(3.1절). 3) 이 가설을 구현하

는 콘텐츠 인지 적응형 다층 압축 게이트웨이와 보

존 제약 기반 적응 가드를 설계한다(3.2~3.4절). 4) 
기능적으로 구분한 층의 조합과 가드의 압축 후퇴 

동작을 재현 실험과 실제 모델 정확도 측정으로 탐

색 평가한다(Ⅳ장). 질문 1은 Ⅱ장의 문헌 검증과 

4.5~4.6절의 실측으로, 질문 2는 Ⅲ장의 설계와 

4.3~4.6절의 단계별 평가로 각각 다룬다. 기존 연구

가 개별 기법의 압축 성능에 집중한 것과 달리, 본 

논문은 이들을 보존 신호의 측정이라는 단일 관점

으로 통합하고 신호 제약 아래 압축 강도를 자동 

조정하는 게이트웨이 계층을 제안한다는 점에서 차

별화된다.

Ⅱ. 관련 연구

2.1 입력측 프롬프트 압축

LLMLingua[3]는 예산 컨트롤러, 토큰 단위 반복 

압축, 분포 정렬의 coarse-to-fine 구조로 최대 20배 

압축에서 성능 손실을 최소화한다. LLMLingua-2[4]
는 압축을 토큰 분류로 정식화하여 2~5배 압축과 

1.6~2.9배 지연 단축을 달성한다. Selective Context[5]
는 자기정보가 낮은 단위를 제거한다. 소프트 프롬

프트 계열인 ICAE[6]는 4배 컨텍스트 압축을 소수 

메모리 슬롯으로 달성하며, 500xCompressor[7]는 고

압축에서 능력의 62~72% 보존에 그친다. 율-왜곡 

관점의 분석[8]은 현행 기법과 최적 전략 사이의 큰 

격차와 질의 인지 압축의 우월성을 보인다.

2.2 검색 컨텍스트 압축

RECOMP[9]은 검색 문서를 6% 압축률까지 요약

하며 손실을 최소화한다. LongLLMLingua[10]는 질의 

인지 압축으로 NaturalQuestions 정확도를 21.4% 향
상시키며 약 4배 토큰을 절감한다. Provence[11]는 

가지치기를 시퀀스 라벨링으로 정식화하여 reranking
과 통합하고, 정보이득 가지치기(IGP)[12]는 관련도 
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대신 생성기 정보이득으로 문단을 선별하여 최종 

입력 토큰을 76~79% 줄이면서 QA 품질을 향상시킨

다. 압축 기법 특성화 연구[13]는 추출형 압축이 최

대 10배 압축에서 손실을 최소화함을 보인다.

2.3 캐시 재사용

프롬프트 캐싱[14][15]은 반복 프리픽스의 캐시 

읽기 비용을 기본 입력 단가의 0.1배로 낮추어 비용 

최대 90%, 지연 최대 85%를 절감하며, 출력 생성에 

영향을 주지 않는다(출력 중립).

2.4 출력측 추론 길이 제어

Chain of Draft[16]는 단계별 최소 초안으로 토큰을 

평균 80% 절감하면서 정확도를 유지한다. TALE[17]
은 토큰 예산을 프롬프트에 명시하고, 저엔트로피 

단계 가지치기[18]는 CoT(Chain-of-Thought) 중간 단

계의 80%를 제거한다. 정보이론 기반 적응 정지[19]
는 토큰 50.8% 절감과 정확도 1.1%p 향상을 동시에 

달성하며, CAR[20]은 신뢰도가 낮을 때만 추론을 트

리거한다. 한편 CRANE[21]은 엄격한 제약 디코딩이 

추론을 저하시킴을 보여, 구조화 출력이 항상 이득

이 아님을 시사한다.

2.5 시스템측 라우팅과 토크나이저

RouteLLM[22][23]은 질의별 강/약 모델 라우팅으

로 GPT-4 성능의 95%를 26% 라우팅과 85% 이상의 

비용 절감으로 달성하고, FrugalGPT[24]는 캐스케이

드로 최대 98% 비용 절감을 보고한다. 토크나이저 

fertility 분석[25]은 단어당 토큰 수가 정확도 분산의 

20~50%를 설명함을 보인다.

2.6 한계와 반례

정보 보존 분석[26]은 압축이 장문 세부 정보를 

잃어 hallucination을 유발하고, 입도를 높이면 

EM(Exact Match)/F1이 15~20점 회복(압축비 하락)됨
을 보인다. 단문 추론[27]에서는 0.5 압축비가 

GSM8K 정확도를 0.337에서 0.22 수준으로 떨어뜨

리고, 명령어 파괴 시[28] MBPP Pass@1이 0.56에서 

0.02로 붕괴한다. 이 반례들은 모두 무엇을 버려도 

되는지를 측정하지 못한 데서 비롯된다. 또한 본 검

증에서 압축 충실도의 "보장"[4], 원문 정보의 "포괄

적 보존"[6], 캐시 응답의 "비트 단위 동일"[14] 등 3
건의 무손실류 주장은 원문 근거가 부족한 과장으

로 반증되었다.
2.6절의 반례와 2.1~2.5절의 성공 사례를 대조하

면, 실패는 무엇을 버려도 되는지를 추정하는 신호

의 부재에서 비롯되고, 성공 기법은 모두 보존 측정 

신호(정보이득, 시퀀스 라벨, 신뢰도)를 내장한다는 

공통점이 드러난다. 본 논문은 이 신호들을 개별 기

법 내부가 아니라 시스템 수준의 공통 제어로 일반

화한다. 각 절의 기법군은 제안 게이트웨이의 계층

과 대응된다. 2.1절은 L1 입력 압축, 2.2절은 L2 컨
텍스트 선별, 2.3절은 L3 캐시 재사용, 2.4절과 2.5
절은 L4 출력·라우팅의 기반 기법이다. 이는 Ⅲ장의 

설계로 이어진다.

Ⅲ. 제안 방법

3.1 설계 가설: 보존 신호에 따른 조건부 제어

설계 원리 1(가정 기반). 보존 신호 s가 제거 정

보의 작업 기여도 손실을 유효하게 상계하고 압축 

연산 C가 임계 위반 후보를 배제할 때, 위험은 신

호의 보정 오차 범위에서 제한된다. 본 프로토타입

의 s는 휴리스틱 프록시이므로 이를 자동 보장하지 

않으며, 4.6절처럼 정확도 손실이 남을 수 있다.
보존 신호의 예와 산정 방식은 다음과 같다. (i) 

명령어 생존율 Ψ[28]: 압축 전 세그먼트에서 추출한 

필수 토큰 집합 R(내용어, 숫자, 식별자)에 대해 압

축 후 잔존 토큰과의 비율 Ψ=|R∩R'|/|R|로 계산한다. 
(ii) 생성기 정보이득 IG[12]: 문단 추가에 따른 생성

기 출력 불확실성의 감소량으로, 로짓 접근이 불가

한 블랙박스 환경에서는 질의 용어의 신규 커버리

지와 위험 가중치로 근사한다. (iii) 응답 신뢰도[20]: 
생성 로그확률 기반 perplexity의 역수로 산정한다. 
(iv) 압축 입도 g[26]. 이하에서 "보존"은 무압축 기

준선과의 동등 수준, "근사 보존"은 절감 대비 소폭 

하락, "붕괴"는 상대 50% 이상 하락을 가리키는 것
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으로 용어를 통일한다.

3.2 전체 구조: 기능 분리형 4층 게이트웨이

입력 요청은 순차 4층으로 처리하며 각 층은 개

별 설정할 수 있다. 기능은 구분되지만 동일 요청에

서 상호작용하므로 통계적 독립성은 가정하지 않는

다(그림 1).
L1 입력 압축 층은 콘텐츠 라우터가 세그먼트를 

코드(AST, Abstract Syntax Tree), JSON, 자연어, 명
령어로 분류하고, 자연어에는 LLMLingua류, 구조화 

데이터에는 구조 보존 압축을 적용하며, 명령어 세

그먼트는 Ψ 가드로 보호한다(압축 금지 또는 최소

화). L2 컨텍스트 선별 층은 RAG(Retrieval- 
Augmented Generation) 컨텍스트를 정보이득/시퀀스 

라벨로 선별하여, 관련도가 아닌 생성기 효용으로 

가지치기한다. L3 캐시 재사용 층은 반복 프리픽스

를 정렬하여 캐시 적중률을 높이며, 출력 중립이므

로 가장 안전한 무손실 절감이다. L4 출력·라우팅 

층은 신뢰도 기반 적응형 추론 길이 제어와 질의 

난이도 기반 모델 라우팅을 결합한다. 그림 1의 모

듈 번호는 본문과 다음과 같이 대응된다. 콘텐츠 라

우터(110)는 3.4절의 분류를, 입력 압축(120), 컨텍스

트 선별(130), 캐시 재사용(140), 출력 라우팅(150)은 

각각 L1~L4를, 보존 가드(160)와 가역 저장부(170)
는 3.3절의 적응 가드와 CCR을 구현한다.

3.3 보존 제약 기반 적응 가드

각 층 i는 보존 신호 s_i, 임계값 τ_i, 위험 예산 

ε로 압축 강도를 자동 결정한다(적응 동작). 세그먼

트 x에 대해 토큰 유지율 r∈{0.4, 0.55, 0.7, 0.85, 
1.0}의 후보를 강한 압축부터 순차 평가하여, 압축 

후보의 보존 신호가 s_i(x, r) ≥ τ_i이고 예측 품질 

저하 1−s_i(x, r) ≤ ε를 만족하는 가장 낮은 r를 채

택한다. 어떤 후보도 조건을 만족하지 못하면 r=1
(원문)로 후퇴한다. 참조 구현의 기본값은 τ_i=0.8, ε

=0.2이며, 두 값은 검증 집합의 절감률-보존율 곡선

에서 재조정할 수 있다. CCR(Compress-Cache- 
Retrieve)은 가역 압축 저장소로, 제거되는 원문을 

고유 식별자와 함께 로컬에 보관하고 압축 텍스트

에는 식별자만 남기며, 모델이나 후속 단계가 식별

자로 요청하면 원문을 반환하는 손실 복구 경로다. 
이는 생성 후 과제 점수 피드백이 아니라 생성 전 

신호 기반 제어다.
가드는 무손실을 보장하지 않고 임계 위반 시 압

축을 줄인다. 신호가 잘못 보정되면 부분 압축 입력

에서 과제 손실이 발생할 수 있다.

3.4 콘텐츠 인지 라우팅

세그먼트 유형별 최적 기법 매핑은 다음과 같다. 
코드는 AST 구조 압축, JSON은 스키마 기반 축약, 
자연어는 토큰 중요도 기반 압축, 명령어와 시스템 

프롬프트는 압축 금지와 캐싱, 검색 문서는 정보이

득 선별을 적용한다[2].

그림 1. 제안 게이트웨이의 기능 분리형 4층 구조
Fig. 1. Four functionally distinct layers of the proposed gateway
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Ⅳ. 평  가

본 장의 실험은 재현 가능하도록 구성하였다. 
4.3~4.5절은 외부 LLM API 없이 결정론적으로 실행되

며, 4.6절은 로컬 LLM 서버(OpenAI 호환)를 사용한다. 
고정 입력과 전체 실측 결과 데이터는 GitHub 저장소

(https://github.com/formin/token-compression-gateway)로 

제공한다.

4.1 절감의 곱셈성

기능적으로 구분한 층의 이상적 절감 상한은 층

별 잔존 비율의 곱으로 계산할 수 있다. 다만 L2 
컨텍스트 4배 절감[10], L4 출력 5배 절감[16], L3 
캐시 입력 비용 0.1배[14]를 조합한 값은 워크로드 

수준의 예시적 상한이며 실측 통합 배수가 아니다. 
실제 절감은 입력 대 출력 비율과 층 간 상호작용

에 의존하므로 4.3~4.5절에서는 층별 결과를 분리하

여 보고한다.

4.2 임계 위반 시 압축 후퇴

명령어 파괴 시 MBPP Pass@1은 0.56에서 0.02로 

하락한다[28]. 가드는 Ψ가 임계 이하인 세그먼트를 

원문으로 후퇴시킨다. 압축률 0은 입력 동일성만 보

장하며 부분 압축의 과제 성능은 보장하지 않는다. 
GSM8K 결과가 이 한계를 보인다.

4.3 소규모 재현 실험

외부 LLM API를 사용하지 않는 고정 입력 기반 

재현 실험을 구성하였다. 입력은 (1) 테스트 로그와 

검색 결과가 섞인 도구 출력, (2) 오류·보안·일반 설

명 문단이 섞인 RAG JSON, (3) 명령어 보존 여부

를 확인하는 짧은 프롬프트로 구성하였다. 비교군은 

무압축 기준선, 도구 출력 요약(L1), CCR 기반 컨

텍스트 선별(L2), 보존 가드 적용/미적용이다. 표 1
에서 Savings는 토큰 절감률, Quality는 보존 판정, 
Survival은 명령어 생존율 Ψ, naive는 가드 미적용, 
guard는 가드 적용을 뜻한다. 표 1은 결과를 보인다.

표 1. 소규모 재현 실험 결과
Table 1. Results of the small-scale reproduction

Scenario Method Savings Quality Survival
tool-output summary (L1) 51.35% preserved -
rag-context CCR (L2) 42.12% preserved -
safe-log naive 24.14% risk 0.67
safe-log guard 0.00% preserved -
risky-code naive 20.00% risk 0.67
risky-code guard 0.00% preserved -

도구 출력과 RAG 입력은 42~51% 절감되었다. 
단순 압축은 20~24% 절감했지만 명령어 생존율 

0.67로 위험 판정되었고, 가드는 원문으로 후퇴했다. 
이는 후퇴 동작을 확인한 것이며 과제 정확도는 4.6
절에서 평가한다.

4.4 통합 게이트웨이 프로토타입

3.2절의 기능 분리형 4층과 3.3절의 보존 가드, 
3.4절의 콘텐츠 라우팅을 하나의 파이프라인으로 

결합한 참조 구현을 작성하고(외부 LLM API 미사

용, 결정론적), 반복 시스템 프롬프트, 저난이도 질

의, 고난이도 추론 질의, RAG 컨텍스트로 구성된 

세션에 적용하였다. 표 2에서 Routing은 선택된 모

델 경로, Backoff는 가드 후퇴 횟수다. 표 2는 결과

를 보인다.

표 2. 통합 게이트웨이 프로토타입 결과
Table 2. Results of the integrated gateway prototype

Request Routing Savings Backoff
easy summary small 75.40% 0
hard reasoning large 22.15% 0
easy listing small 67.69% 1
L3 cache reuse - 55.03% -

통합 결과는 Ⅲ장의 제어 흐름을 결정론적으로 

확인한다. 휴리스틱 라우터는 저난이도 질의에 소형 

모델과 40토큰 예산을, 고난이도 질의에 대형 모델

과 200토큰 예산을 지정하였다. 이 수치는 실제 생

성 정확도가 아니라 라우팅 및 예산 선택의 출력이

다. 또한 필수어 보존, 조건 미충족 세그먼트의 원

문 후퇴, 저위험 문단의 식별자 대체와 복원, 반복 

프리픽스의 캐시 재사용 동작을 확인하였다.
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4.5 실제 벤치마크 확장

합성 입력을 넘어, 게이트웨이의 실제 신호·가드·
선별 함수를 공개 벤치마크 데이터(GSM8K 100문
항, MBPP 100문항, HotpotQA distractor 50문항)에 

적용하였다. 외부 LLM API 없이 결정론적으로 재

현되며, 특히 HotpotQA의 정답 근거(Supporting 
facts) 라벨을 이용하여 모델 채점 없이 정답 근거 

보존율을 직접 측정하였다.
HotpotQA에서 10개 문단 중 4개를 선별할 때, 제

안하는 생성기 정보이득(IG) 선별의 정답 근거 문단 

보존율은 0.730으로 어휘 유사도 방식(0.520)과 위치 

기반 방식(0.370)을 크게 상회하였고, 컨텍스트 토큰

은 문항당 평균 58.85% 절감되었다. GSM8K에서 가

드 없는 단순 압축은 계산에 필요한 숫자의 28%를 

파괴(숫자 보존율 0.719)한 반면, 숫자를 필수 토큰

으로 보존하는 가드 압축은 보존율 1.000을 유지하

면서 오히려 더 큰 절감(49.07% 대 32.79%)을 달성

하였다. 이는 버리면 안 되는 토큰을 먼저 고정하면 

잔여 불용어를 더 공격적으로 제거해도 신호 조건

이 유지되기 때문이며, 4.6절의 실제 모델 평가에서 

가드의 절감률이 단순 압축보다 높은 것도 같은 원

리다. MBPP에서 가드 없는 압축은 명령어 생존율

을 0.650으로 떨어뜨린 반면 가드 압축은 0.993을 

유지하였다. 표 3은 결과를 요약한다.

표 3. 실제 벤치마크 보존 신호 측정 결과
Table 3. Preservation-signal results on real benchmarks

Benchmark Metric Naive Guarded

HotpotQA
evidence
retention

0.520 0.730

GSM8K digit survival 0.719 1.000

MBPP
instruction
survival

0.650 0.993

표 4. 실제 모델(Gemma 3 4B) GSM8K 정답률
Table 4. GSM8K accuracy and wilson 95% CI (Gemma 3 4B)

Condition Accuracy Savings
baseline 0.500 (0.364–0.636) 0.00%
naive 0.167 (0.087–0.296) 32.92%
guarded 0.208 (0.117–0.343) 44.35%

4.6 실제 모델 기반 과제 정확도

Gemma 3 4B(temperature=0)로 GSM8K(n=48), 
HotpotQA(n=24), MBPP(n=20)를 탐색 평가했다. 소

표본 집계 비교이므로 인과 효과를 주장하지 않으

며 비율에는 Wilson 95% 신뢰구간을 제시한다. 표 

4는 GSM8K 정답률과 토큰 절감률을 보인다.
MBPP Pass@1은 기준선 0.700(95% CI 0.481–

0.855), 단순 0.550(0.342–0.742), 가드 0.650(0.433–
0.819)이었다(가드 절감 23.70%). 구간이 겹쳐 회복

은 예비 관측이다. HotpotQA는 컨텍스트 60.02% 절
감, EM 0.500(0.314–0.686)→0.458(0.279–0.649), F1 
0.595→0.511이었다. GSM8K는 기준선 0.500(0.364–
0.636), 단순 0.167(0.087–0.296), 가드 0.208(0.117–
0.343)이었다. 26B(n=12)도 같은 방향이었으나 일반

화하지 않는다.
과제별 관측은 압축 후퇴 규칙의 필요성을 지지

하지만 성능 보존을 확증하지 않는다. 표본이 작고 

항목별 대응 결과가 없어 paired 검정을 하지 못했

다. 향후 사전등록 대표본·장문 평가와 신호 보정이 

필요하다.

Ⅴ. 결론 및 향후 과제

토큰 절감의 성능 보존은 입력 유형과 보존 신호

의 보정 정확도에 의존한다. 본 논문은 이를 다루는 

기능 분리형 4층 게이트웨이와 보존 제약 기반 적

응 가드를 제시했다. 탐색 평가에서 가드는 임계 위

반 시 후퇴했지만 성능을 항상 보존하지는 않았다. 
본 연구의 학술적 파급효과는 두 가지다. 첫째, 흩
어져 있던 이질적 토큰 효율화 기법들을 보존 신호 

측정이라는 단일 제어 관점으로 통합하여, 후속 연

구를 시스템 수준에서 비교·조합할 수 있는 공통 

좌표를 제공한다. 둘째, 어떤 신호가 임계를 벗어날 

때 어떤 과제가 붕괴하는지 압축의 실패 조건을 실

측으로 정량화하여, “언제 압축하지 말아야 하는가”
를 압축 연구의 일급 설계 질문으로 제기하였다. 실
용적 파급효과로, 제안 게이트웨이는 기존 기법과 

모델을 대체하지 않고 감싸는 계층이므로 운영 중

인 LLM 파이프라인에 재학습 없이 점진 도입할 수 
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있고, 가역 저장부(CCR)가 삭제 원문의 복구 경로

를 보존하므로 처리 이력의 감사가 필요한 운영 환

경에도 적용할 수 있다. 이 성과는 소표본·단일 소

형 모델·휴리스틱 신호라는 검증 범위 안에서 확인

된 것이므로, 대표본 대응 검정과 효과크기 보고, 
장문 벤치마크 확장, 신호의 학습 기반 보정으로 검

증 범위를 넓히는 것이 향후 과제다.
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