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요  약

최근 생성형 인공지능 기술의 발전으로 실제 이미지와 구분하기 어려운 합성 및 조작 이미지가 증가하면서,
시각 정보의 신뢰성 문제가 대두되고 있다. 기존의 이미지 판별 기법은 이미지 단위 분류에 주로 의존하여, 조

작 영역의 위치를 설명하는 데 한계를 가진다. 본 논문에서는 CvT-13을 백본으로 사용하는 분류 및 분할 기반 

이미지 판별 시스템을 제안한다. 분류 모델은 실제 이미지와 생성·조작 이미지를 이미지 단위에서 구분하고, 분

할 모델은 픽셀 단위 예측을 통해 조작 의심 영역의 공간적 위치를 추정한다. 또한 분할 결과에 시각화 기법을 

적용하고, Pointing Game 및 mIoU 평가를 통해 공간적 판별 능력을 정량적으로 분석하였다. 실험 결과, 제안한 

모델은 안정적인 분류 성능과 함께 조작 영역의 핵심 위치를 일정 수준 이상 식별할 수 있음을 확인하였다.

Abstract

The rapid advancement of generative artificial intelligence has increased synthetic and manipulated images that are 
difficult to distinguish from real images, raising concerns about visual reliability. Conventional detection methods 
mainly rely on image-level classification, which limits spatial interpretation of manipulated regions. In this paper, we 
propose a classification and segmentation-based image detection system using CvT-13 as the backbone. The 
classification model distinguishes real images from synthetic and manipulated images, while the segmentation model 
predicts suspicious regions at the pixel level. Grad-CAM visualization is applied to analyze the spatial decision cues 
of the model, and Pointing Game and mIoU are used to evaluate its spatial localization capability. Experimental 
results show that the proposed model achieves stable classification performance and provides spatial cues for 
identifying key manipulated regions.
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Ⅰ. 서  론

최근 AI 기술의 발전으로 사용자는 자신의 아이

디어를 즉각적으로 시각적인 형태로 구현할 수 있

게 되었으며, 이에 따라 생성 이미지 기술에 관한 

관심이 증가하고 있다. 특히 육안으로 구분하기 어

려운 정교한 생성 이미지 기술이 등장하면서 관련 

연구가 활발히 진행되고 있다. 그러나 생성 이미지 

기술의 고도화는 조작 이미지 및 딥페이크 기술의 

발전으로도 이어져, SNS와 언론을 통해 가짜 시각 

콘텐츠가 확산되며 정보 신뢰도 저하와 사회적 혼

란을 초래하고 있다[1][2].
이러한 문제를 해결하기 위해 생성 및 조작 이미

지 판별을 위한 다양한 연구들이 수행되어 왔다

[3]-[5]. [3]에서는 생성형 시각 미디어에 대한 탐지, 
방해, 인증 등 방어 기법과 관련 연구 흐름을 정리

하였으며, [4]에서는 트랜스포머 기반 생성 모델과 

GAN 구조를 중심으로 생성 모델의 특성과 발전 과

정을 분석하였다. [5]에서는 소셜미디어 환경에서 

확산되는 딥페이크 영상 및 음성을 대상으로 탐지 

기법을 분석하고, 플랫폼 관점에서의 대응 방안을 

제시하였다. 하지만 기존의 생성 이미지 판별 연구

는 주로 실제 이미지와 생성 이미지를 구분하는 이

진 분류 문제로 설정되어 왔으며, 전통적인 이미지 

조작·위조 탐지에서 중요한 조작 영역 국소화는 상

대적으로 간과되어 왔다. 
한편, 이미지 분류 모델은 크게 합성곱 신경망

(CNN, Convolutional Neural Network)과 비전 트랜스

포머(ViT, Vision Transformer)로 구분된다. 조작 이

미지의 특징은 대부분 경계 주변의 깨짐, 피부 텍스

쳐 불연속, 조명·노이즈 패턴 같은 국소적인 저수준 

아티팩트로 나타나며, 이러한 특징은 로컬 패턴을 

학습하는 CNN을 활용하여 검출할 수 있다[6]. 반면, 
생성형 모델(GAN, Diffusion)로 만들어진 이미지의 

특징은 전체적인 텍스처 일관성 이상, 얼굴 구조의 

전역 패턴 왜곡과 같이 이미지 전체에서 발생하는 

비정상 패턴으로 나타나며, 이러한 특징은 전역적 

패턴을 학습하는 ViT를 활용하여 검출할 수 있다

[4]. 따라서 CNN은 주로 국소 수용 영역에 기반해 

로컬 아티팩트에 강한 반면, ViT는 global context와 

long-range dependencies를 포착해 생성 이미지의 전

역적 비정상 패턴을 더 잘 식별한다[7].
본 논문에서는 생성 이미지와 조작 이미지를 동

시에 판별하고, 조작 이미지에 대해서는 모델의 판

단 근거가 되는 공간적 영역을 시각적으로 분석할 

수 있는 시스템을 제안한다. 시스템은 크게 생성·조
작 이미지 판별을 수행하는 분류 모듈과 분할 모듈 

그리고 분할 과정에서 형성된 특징 표현을 활용하

여 조작 의심 영역을 추정하는 CAM 기반 시각화 

모듈로 구성된다. 이를 위해 CNN의 로컬 아티팩트

에 강한 장점과 ViT의 전역적 비정상 패턴 식별의 

장점을 결합한 하이브리드 모델인 CvT-13을 백본으

로 채택하였다. 기존 CNN 중심의 Grad-CAM 기법

을 CvT 모델에 적용하기 위해 토큰 기반 특징 표

현과 스테이지별 출력 구조를 고려한 적용 방식을 

구성하였다. 나아가 시각화 결과의 신뢰성을 검증하

기 위해 Pointing Game과 mIoU(Mean Intersection 
over Union)를 도입하여, 제안한 시스템의 공간적 

판단 성능을 정량적으로 평가하였다.
제안하는 시스템의 차별점은 새로운 백본 구조 

자체의 제안보다는 생성·조작 이미지 판별 문제에

서 이미지 단위 분류와 픽셀 단위 공간 추정을 결

합하고, CvT-13의 계층적 토큰 특징을 활용하여 분

류, 분할, 시각화를 통합한 2단계 구조로 구성한 점

에 있다. 또한 CvT-13의 token embedding 출력을 2
차원 공간 특징 맵으로 재구성하여 Grad-CAM을 적

용하고, Pointing Game과 mIoU를 통해 공간적 판단 

근거를 정량적으로 평가하였다.
본 논문의 구성은 다음과 같다. 2장에서는 관련 

이론을 설명하고, 3장에서는 제안한 시스템의 구조

와 구현 방법을 기술한다. 4장에서는 이미지 분류 

및 시각화 기반 성능 평가 결과를 제시하며, 5장에

서는 결론과 향후 연구 방향을 논의한다.
      

Ⅱ. 배경 이론

2.1 CvT-13

ViT는 이미지를 패치 단위로 분할한 뒤 토큰 시

퀀스로 변환하여 Self-Attention을 적용함으로써 전역
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적인 문맥 정보를 효과적으로 학습한다. 그러나 

ViT는 CNN이 갖는 지역적 공간 구조 반영 능력과 

이동 불변성이 부족하며, 충분한 성능을 위해 대규

모 데이터셋 사전학습과 positional encoding에 의존

하는 한계를 가진다. 이에 따라 중·소규모 데이터 

환경이나 국소적 시각 단서가 중요한 문제에서는 

성능 저하가 발생할 수 있다.
CvT(Convolutional Vision Transformer)는 이러한 

한계를 보완하기 위해 트랜스포머 구조에 합성곱 

연산을 도입한 하이브리드 모델로, CNN과 ViT의 

장점을 동시에 활용하도록 설계되었다[8]. CvT는 

Convolutional Token Embedding을 통해 토큰 생성 

단계에서 지역적 공간 정보를 반영하고, 
Convolutional Projection을 통해 Self-Attention 과정에

서 국소 문맥을 강화한다. 이를 기반으로 계층적 트

랜스포머 구조를 구성함으로써, CNN과 유사한 다

단계 특징 추출이 가능하다.
CvT-13은 이러한 CvT 구조를 기반으로 설계된 

대표적인 모델로, 3개의 계층적 스테이지와 총 13개
의 트랜스포머 블록으로 구성된다. 비교적 적은 연

산량으로도 효과적인 전역 및 지역 특징 학습이 가

능하다.

2.2 Grad-CAM

이미지 위·변조 판별과 같은 응용에서는 모델이 

어떤 시각적 단서를 근거로 판단을 내렸는지 설명 

가능성이 요구된다. 이를 해결하기 위한 방법으로 

CAM(Class Activation Map) 계열의 시각화 기법이 

제안되었으며, Grad-CAM은 이러한 접근법을 일반

화한 기법이다[9].
Grad-CAM은 출력 클래스 점수의 그래디언트를 

이용하여 모델이 주목한 공간 영역을 추정하는 방

법이다. 특정 클래스에 대해, 마지막 합성곱 계층의 

특징 맵이 해당 클래스에 얼마나 기여했는지를 그

래디언트 기반으로 계산한다. Grad-CAM의 핵심 아

이디어는 최종 예측 클래스 점수에 대한 그래디언

트를 계산하고 그래디언트의 전역 평균을 통해 채

널 중요도를 산출한 뒤, 중요도를 특징 맵에 가중합

하여 활성화 맵을 생성하는 것이다. 이를 통해 모델 

구조에 대한 제약 없이 다양한 CNN 및 하이브리드 

모델에 적용할 수 있다.

Ⅲ. CvT-13을 활용한 이미지 판별 및 시각화 
시스템

3.1 시스템 구조(System architecture)

본 논문에서는 생성 이미지 및 조작 이미지에 대

한 효과적인 판별과 해석을 위해, 2단계 구조의 시

스템을 제안한다.
그림 1은 제안하는 시스템의 전체 구조로, 입력 

이미지의 진위를 판별하는 분류 단계와 그 결과가 

fake image로 판단된 경우에 수행되는 분할, 시각화 

단계로 나뉜다. 이를 통해 불필요한 연산을 줄이고 

시스템 효율성을 향상시킨다. 

그림 1. 제안하는 2단계 시스템 구조
Fig. 1. Overall architecture of the proposed two-stage system
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생성 이미지는 전역적 비정상 패턴이 중요하며, 
조작 이미지는 경계 및 국소 아티팩트와 같은 지역

적 단서가 중요하다. 따라서 본 시스템에서는 전역 

attention과 지역적 공간 특징을 동시에 활용할 수 

있는 CvT-13을 분류 및 분할 단계의 공통 백본으로 

사용하였다.

3.2 분류 모델(Classification model)

분류 모델의 백본으로는 CvT-13을 사용하였다. 
입력 이미지는 초기 Convolutional Token Embedding
을 통해 토큰 시퀀스로 변환되며, 이후 세 개의 스

테이지를 거치며 점진적으로 고수준 특징으로 추상

화된다. 본 연구에서는 스테이지 3의 출력 특징을 

최종 분류 기준으로 사용했다.
분류 모델은 실제 이미지와 생성·조작 이미지를 

이미지 단위에서 구분하기 위해 ArtiFact 데이터셋

과 CASIA2.0 데이터셋을 함께 사용하여 학습하였다

[10][11]. ArtiFact 데이터셋은 실제 이미지와 AI 생
성 이미지를 포함하고 있어 생성 이미지 판별 학습

에 활용하였으며, CASIA2.0 데이터셋은 실제 이미

지와 조작 이미지를 포함하고 있어 조작 이미지 판

별 학습에 활용하였다. 이를 통해 분류 모델은 단순

한 생성 이미지뿐만 아니라 위조 및 조작 이미지까

지 fake image 범주로 학습하도록 구성하였다. 데이

터셋은 이미지 단위 random split 방식으로 구성하였

으며, 전체 데이터 중 80%는 학습용, 20%는 테스트

용으로 사용하였다. 분류 모델의 학습 데이터는 총 

약 778,000장의 real image와 약 1,230,000장의 fake 
image로 구성된다.

CvT-13의 백본 출력은 고차원 특징 벡터 형태로 

제공되며, 이를 본 연구의 이진 분류 문제에 적합하

도록 custom classification head를 설계하였다.
그림 2는 본 연구에서 제안한 custom 

classification head의 구조를 나타낸다. 해당 분류 헤

드는 CvT-13 백본으로부터 추출된 고차원 특징 벡

터를 입력으로 받아, 이를 실제 이미지(Real image)
와 생성·조작 이미지(Fake image)로 분류하는 역할

을 수행한다. 분류 헤드는 두 개의 완전 연결층

(Fully connected layer)으로 구성되며, 각 층에는 

Mish 활성화 함수와 배치 정규화(Batch 
normalization)를 적용하여 학습 안정성을 향상시켰

다. 또한 과적합을 방지하고 일반화 성능을 높이기 

위해, 첫 번째와 두 번째 완전 연결층 뒤에 각각 확

률 0.5와 0.3의 dropout을 적용하였다. 최종 출력층

은 두 개의 클래스를 갖는 선형 계층으로 구성되며, 
이를 통해 입력 이미지에 대한 이진 분류(real/fake)
를 수행한다.

3.3 분할 모델(Segmentation model)

분할 모델은 입력 이미지에서 조작 의심 영역의 

공간적 위치를 픽셀 단위로 추정하기 위해 설계되

었다. 이를 위해 본 연구에서는 CvT-13을 백본으로 

사용하는 세그멘테이션 구조를 구성하고, 백본에서 

추출된 계층적 특징을 활용하여 조작 영역 마스크

를 예측한다.
분할 모델 학습에는 정답 마스크가 제공되는 

CASIA2.0 Groundtruth 데이터셋을 사용하였다[11]. 
CASIA2.0 데이터셋은 조작 이미지와 이에 대응하는 

픽셀 단위 정답 마스크를 포함하고 있어, 조작 영역 

국소화 및 분할 성능 평가에 적합하다. 본 연구에서

는 해당 데이터셋을 이용하여 입력 이미지 내 조작 

의심 영역을 이진 마스크 형태로 예측하도록 분할 

모델을 학습하였다. 데이터셋은 이미지 단위 

random split 방식으로 구성하였으며, 전체 데이터 

중 80%는 학습용, 20%는 테스트용으로 사용하였다. 
분할 모델의 학습 데이터는 총 약 6,000장의 real 
image, 약 4,100장의 fake image, 그리고 각 fake 
image에 대응하는 정답 마스크로 구성된다.

그림 2. 커스텀 분류 헤드의 구조
Fig. 2. Architecture of the custom classification head
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분할 모델은 여러 스테이지의 출력 특징을 동시

에 활용하여 공간적 정보를 유지하며, CvT-13의 각 

스테이지의 출력 특징을 결합한 다중 해상도 표현

을 사용한다. 이러한 다중 해상도 특징은 FPN 
(Feature Pyramid Network)의 개념을 차용한 FPN-lite 
디코더를 통해 통합된다[12]. 디코더는 상위 스테이

지의 의미적 특징과 하위 스테이지의 공간 정보를 

결합하여, 최종적으로 입력 이미지와 동일한 해상도

의 이진 분할 마스크를 예측한다.

3.4 시각화(Visualization)

분할 모델의 마지막 단계 특징 맵을 기반으로, 
모델이 이미지 내에서 어떤 영역을 조작 의심 영역

으로 판단하는지를 직관적으로 분석하기 위해 시각

화 기법을 적용하였다. 본 연구에서는 모델의 공간

적 판단 근거를 분석하기 위한 시각화 기법으로 

Grad-CAM을 사용하였다. 다만 기존 CNN 기반 

Grad-CAM은 마지막 합성곱 특징 맵을 기준으로 공

간적 중요도를 계산하는 방식이므로, Convolutional 
Token Embedding과 transformer encoder로 구성된 

CvT-13 구조에 그대로 적용하기에는 한계가 있다.
이를 해결하기 위해 본 연구에서는 CvT-13의 

Convolutional Token Embedding과 multi-stage 트랜스

포머 구조를 활용하여 단계별 2차원 토큰 특징 맵

을 구성하였다. 따라서 본 연구에서는 CvT-13의 마

지막 단계 출력 특징 맵을 Grad-CAM의 대상 활성

화 맵으로 설정하였다. 이후 fake class score에 대한 

그래디언트를 마지막 단계 특징 맵 기준으로 계산

하고, channel-wise global average pooling을 통해 각 

특징 채널의 중요도 가중치를 산출하였다. 최종적으

로 가중치와 단계 활성화 맵을 가중합한 뒤 ReLU
를 적용하고, 입력 이미지 크기로 upsampling하여 

조작 의심 영역 heatmap을 생성하였다.
CvT-13의 마지막 단계 출력 특징 맵은 

Convolutional Token Embedding과 계층적 트랜스포

머 구조를 통해 [B, C, H, W] 형태의 2차원 공간 

특징 맵 구조를 유지한다. 따라서 일반 ViT 기반 

구조와 같이 1차원 패치 토큰 시퀀스를 별도로 2차
원 공간 구조로 reshape하는 과정 없이, 마지막 단

계 특징 맵을 Grad-CAM의 활성화 맵으로 직접 사

용할 수 있다. 기존 CNN 기반 Grad-CAM은 마지막 

합성곱 계층의 특징 맵을 직접 사용하는 반면, 본 

연구에서는 CvT-13의 토큰 출력을 단계 특징 맵 형

태로 활용하였다. 이를 통해 CNN 기반 공간 특징 

맵 개념을 CvT-13의 계층적 토큰 특징 구조에 맞게 

확장하였다.
분할 모델의 출력은 입력 이미지와 동일한 해상

도의 단일 채널 확률 맵으로, 각 픽셀은 조작 영역

에 속할 가능성을 나타낸다. 시각화 과정에서는 해

당 확률 맵을 입력 이미지와 중첩하여 표현함으로

써, 모델이 주목한 영역의 위치와 범위를 직관적으

로 확인할 수 있도록 하였다. 이를 통해 예측 마스

크의 공간적 분포와 실제 조작 영역과의 정성적 일

치 여부를 분석하였다.
그림 3(a)는 실제 조작 영역의 정답 마스크, 그림 

3(b)는 분할 모델이 예측한 마스크, 그림 3(c)는 확

률 맵에서 최대 응답 값을 갖는 위치를 표시한 포

인트 이미지, 그림 3(d)은 CvT-13 구조에 맞추어 생

성된 Grad-CAM 시각화 결과를 보여준다.

(a) (b)

(c) (d)
그림 3. 시각화 결과 예시 : (a) 정답 마스크, (b) 예측
마스크, (c) 포인트 이미지, (d) 시각화 이미지

Fig. 3. Examples of pointing game visualization results :
(a) Ground-truth, (b) Predicted mask, (c) Point image,

(d) Grad-CAM image

Ⅳ. 평  가

본 연구에서는 제안한 CvT-13 기반 분류 모델의 
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성능을 객관적으로 검증하기 위해 다중 모델 비교 

실험을 수행하였다. 모든 분류 모델은 동일한 데이

터셋 환경에서 학습 및 평가를 수행하였다. 분류 모

델 학습에는 AdamW optimizer를 사용하였으며, 학
습률은 1e-4로 설정하였다. 입력 이미지 크기는 ViT 
및 CvT-13 모델의 기본 구조를 고려하여 224×224로 

설정하였다. 배치 크기는 128, epoch 수는 50으로 

설정하였으며, 손실 함수로는 CrossEntropyLoss를 사

용하였다. 분류 결과는 softmax 기반 argmax 방식으

로 계산하였다.
본 연구의 목적은 최신 SOTA 모델과의 성능 경

쟁보다는, CvT-13 기반 판별 구조가 기존 대표적 

CNN 계열 및 위조 탐지 기반 모델 대비 상대적 유

효성을 가지는지를 검토하는 데 있다. 이에 따라 

EfficientNet은 일반 이미지 분류에서 널리 사용되는 

CNN 기반 비교군으로, F3Net은 조작 영역 및 주파

수 단서를 활용하는 위조 탐지 계열 비교군으로 설

정하였다[13][14]. 또한 순수 트랜스포머 구조와의 

비교를 위해 순수 ViT 모델을 실험하여, 
convolutional inductive bias가 포함된 CvT 구조의 효

과를 함께 분석하였다[15].
표 1은 EfficientNet, F3Net, ViT 그리고 본 연구에

서 제안한 CvT-13 기반 모델의 분류 성능을 비교한 

결과를 보여준다. 모델은 실제 이미지와 생성/조작 

이미지를 구분하는 이진 분류 문제를 대상으로 평

가되었으며, Accuracy, Precision, Recall, F1-score를 

주요 성능 지표로 사용하였다.

표 1. 각 모델의 분류 성능평가 지표
Table 1. Classification performance metrics of each model

Method F3Net EfficientNet ViT Ours
Accuracy(%) 94.72 96.97 97.91 97.97
Precision(%) 94.92 96.94 97.76 97.95
Recall(%) 93.95 96.67 97.84 97.78
F1-score(%) 94.39 96.80 97.80 97.86

실험 결과, CvT-13 기반 제안 모델은 97.97%의 

정확도를 기록하였으며, 정밀도와 재현율 또한 각각 

97.95%, 97.78%로 높은 수준을 보였다. 이는 모델이 

실제 이미지와 생성·조작 이미지를 안정적으로 구

분할 수 있음을 의미한다. 특히 F1-score는 97.86%
로, 클래스 간 균형 잡힌 분류 성능을 달성했음을 

확인할 수 있다.
본 실험에서 CvT-13 기반 모델은 비교 모델 중 

가장 높은 분류 성능을 보였으나, ViT 대비 성능 

향상 폭은 제한적이었다. 따라서 본 결과는 CvT-13 
구조의 일반적인 우수성을 입증하기보다는, 본 연구

에서 사용한 데이터셋과 실험 조건에서 CNN과 

Transformer를 결합한 하이브리드 구조가 생성·조작 

이미지 판별에 적용 가능함을 확인한 결과로 해석

하는 것이 적절하다. 또한 순수 트랜스포머 기반 

ViT와 비교하였을 때, CvT-13은 Convolutional Token 
Embedding과 계층적 단계 구조를 통해 지역적 공간 

특징과 전역 attention 정보를 동시에 활용할 수 있

는 구조적 특징을 가진다. 이러한 구조는 단순 이미

지 분류뿐 아니라, 이후 FPN-Lite 기반 분할 구조 

및 Grad-CAM 기반 위치 추정 과정과도 자연스럽게 

연결될 수 있다는 장점을 가진다.
분류 성능 비교 결과를 바탕으로, 제안 모델의 

분할 결과에 대한 공간적 판별 성능을 평가하기 위

해 Pointing Game과 mIoU 지표를 계산하여 표 2에 

나타내었다. 분할 성능 평가는 분류 모델에서 fake
로 분류된 이미지를 대상으로 수행하였다.

표 2. 공간적 판별 성능평가 결과
Table 2. Spatial judgment performance evaluation results

Metric Value
Pointing game(%) 64.86
mIoU(%) 48.91

본 연구의 분할 모듈은 조작 영역의 정밀한 경계

를 완전히 복원하는 것보다, 모델의 최대 응답 위치

가 실제 조작 영역 내부에 포함되는지를 확인하는 

데 중점을 둔다. 이에 따라 최대 응답 위치의 적합

성을 평가하는 Pointing Game을 위치 단서 평가를 

위한 주요 보조 지표로 사용하였으며, 예측 영역과 

정답 영역 사이의 픽셀 단위 공간적 정합성을 확인

하기 위해 mIoU를 함께 제시하였다. 두 지표는 각

각 위치 수준과 영역 수준의 성능을 평가한다는 점

에서 상호보완적으로 사용하였다.
Pointing Game은 분할 모델이 생성한 확률 맵에

서 가장 높은 응답 값을 갖는 위치를 추출하고, 해
당 위치가 실제 조작 영역의 정답 마스크 내부에 
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포함되는지를 기준으로 Hit 또는 Miss를 판정하는 

것이다[16]. Pointing Game의 수식은 다음과 같다.

 HitsMisses
Hits         (1)

식 (1)에서 Hit와 Miss는 각각 단일 테스트 이미

지에 대한 판정 결과를 의미하며, #Hits와 #Misses는 

전체 테스트 데이터셋에서의 Hit와 Miss의 총 개수

를 의미한다. 
표 2에서 볼 수 있듯이 제안하는 모델은 64.86%

의 Pointing Game 정확도를 기록하였다. 기존 연구

들에 따르면 CAM 및 Grad-CAM 기반 방법의 

Pointing Game 정확도는 일반적으로 50~70% 범위로 

보고되며[17], 이는 모델이 판별에 활용한 핵심 단

서의 위치 적합성을 평가하는 기준으로 활용된다. 
이러한 맥락에서 본 연구의 Pointing Game 평가 결

과를 통해, 모델이 조작 영역의 주요 위치를 일정 

수준 이상 식별할 수 있음을 확인하였다.
반면, mIoU는 예측된 영역과 정답 영역 간의 공

간적 일치 정도를 정량적으로 평가하는 지표로, 분
할 결과의 영역 수준 정합성을 측정하는 데 널리 

사용된다[18]. mIoU는 예측 마스크와 정답 마스크의 

교집합 영역을 합집합 영역으로 나눈 값으로 정의

되며, 다음 식과 같이 계산된다.

mIoU  


 



∪

∩                  (2)

식 (2)에서 는 전체 클래스 수, 는 모델이 

예측한 조작 영역 픽셀의 집합, 는 실제 조작 영

역 픽셀의 집합을 의미한다.
표 2와 같이 제안하는 모델은 48.91%의 mIoU를 

기록하였다. mIoU는 예측 영역과 실제 조작 영역 

간의 공간적 일치 정도를 평가하는 대표적인 지표

로, 일반적으로 정밀한 semantic segmentation 성능 

평가에 사용된다. 본 연구의 결과는 경계 수준의 정

밀한 마스크 복원 측면에서는 추가적인 개선의 여

지가 있음을 의미한다. 그러나 본 연구의 분할 모듈

은 완전한 semantic segmentation 자체보다는, 분류 

결과에 대한 공간적 설명과 조작 의심 영역의 위치 

단서를 제공하기 위한 보조 모듈로 설계되었다. 따
라서 Pointing Game 결과와 함께 해석할 경우, 제안

한 모델이 조작 영역의 주요 위치 단서를 일정 수

준 이상 제공할 수 있음을 확인하였다.

Ⅴ. 결론 및 향후 과제

본 연구에서는 실제 이미지와 생성·조작 이미지

를 판별하기 위해 CvT-13을 백본으로 사용하는 분

류 및 분할 모델을 제안하였다. 분류 모델은 이미지 

단위 판별에서 안정적인 성능을 보였으며, Pointing 
Game과 mIoU를 통한 정량적 평가 및 시각화 결과

를 통해 분할 모델이 조작 영역의 주요 위치 단서

를 제공할 수 있음을 확인하였다.
본 연구는 생성·조작 이미지 판별 문제에서 단순 

이미지 단위 분류를 넘어, 조작 의심 영역의 공간적 

위치를 함께 제시할 수 있는 explainable detection 
framework를 구성하였다는 점에서 의의를 가진다. 
특히 CvT-13의 계층적 토큰 특징을 활용하여 분류, 
분할, 시각화를 하나의 시스템으로 통합하였다. 분
할 결과는 Pointing Game과 mIoU로 정량적으로 평

가하였으며, Grad-CAM은 분할 모델 내부 특징 응

답을 시각적으로 분석하기 위한 보조 기법으로 활

용하였다. 또한 순수 트랜스포머 기반 ViT와 비교

한 결과, 제안한 CvT-13 기반 구조 역시 생성·조작 

이미지 판별에 적용 가능함을 확인하였다.
그러나 본 연구는 특정 데이터셋 기반으로 학습

되어 일반 웹 이미지나 미검증 데이터 환경에서는 

성능 저하 가능성이 존재하며, 외부 데이터셋 및 최

신 탐지 모델과의 비교가 제한적으로 수행되었다. 
또한 제안한 분할 모듈은 semantic segmentation 자
체를 목표로 하기보다는 분류 결과에 대한 공간적 

설명과 조작 의심 영역의 위치 단서를 제공하기 위

한 보조 모듈로 설계되었으므로, 기존 segmentation 
모델과의 직접적인 성능 비교에는 한계가 있다. 향
후에는 다양한 실제 환경 데이터셋과 U-Net, 
SegFormer 등의 segmentation baseline, 그리고 

CLIP/ViT, Swin Transformer, ConvNeXt, DINOv2 등 

최신 탐지 모델과의 비교를 통해 제안 시스템의 일

반화 성능과 공간적 설명 능력을 보다 객관적으로 

검증할 예정이다.
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